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Résumé :
Dans ce résumé, nous nous intéressons au problème

multilabel, qui se différencie de la classification clas-
sique par le fait que plusieurs étiquettes peuvent s’ap-
pliquer conjointement à une même instance. Plus parti-
culièrement, nous nous intéressons au problème de pro-
duire non plus des prédictions complètes mais partielles,
avec l’idée que ces dernières soient plus fiables. Nous
proposons une première méthode ainsi que des méthodes
de mesure adaptées.
Mots-clés :
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Abstract:

In this abstract, we are interested in the multilabel pro-
blem, where multiple labels can jointly apply to a single
instance (in contrast with multi-class problems, where
only one class apply to each instance). More precisely,
we are interested in the issue of making partial (but more
accurate) predictions, rather than complete ones.
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1 Introduction

Le problème usuel de classification consiste à
associer à une instance x ∈ X une classe λ̂x ∈
L = {λ1, . . . , λn} parmi n. Le problème de
classification multilabel consiste, lui, à associer
à chaque instance un sous-ensemble Ŷx ⊆ L
d’étiquettes pertinentes (nous omettrons l’in-
dice x par la suite). Ce type de problème sur-
vient quand plusieurs étiquettes peuvent s’ap-
pliquer à une seule instance, par exemple pour
classifier un film qui peut être à la fois une
comédie et un drame, ou encore pour identifier
un type d’image qui peut contenir à la fois une
plage et une montagne.

Dans le cas multilabel, l’espace de prédiction

compte donc 2|L| éléments possibles, ce qui
rend le problème beaucoup plus complexe que
celui de classification usuelle. Il est donc sou-
vent impossible, même pour un n de taille
modérée (plus de 10), d’appliquer les tech-
niques usuelles à l’espace 2|L|. Pour résoudre
ce problème, diverses méthodes ont été pro-
posées [5, 2], dont la méthode de pertinence bi-
naire [4], retenue ici. Cette méthode consiste,
pour chaque étiquette λi, à prédire si oui ou non
elle est pertinente, et à retenir comme prédiction
P l’ensemble des étiquettes déclarées perti-
nentes.

La prédiction à réaliser étant de nature com-
plexe, il peut être intéressant de produire des
prédictions partielles mais plus fiable lorsque
l’information sur certaines étiquettes manque.
De telles prédictions reviennent à s’abstenir
lorsque l’information manque, et l’utilisation de
théories de l’incertain (comme la théorie des
fonctions de croyances, utilisée ici) modélisant
l’imprécision semble indiquée pour identifier
les cas où cette information manque.

Les problématiques liées aux prédictions ont
récemment été étudiées pour le cas d’ordon-
nancement d’étiquettes [1]. Comme pour ce
dernier, il est nécessaire dans le cas multila-
bel de redéfinir les fonctions de coût afin que
ces dernières intègrent la notion de prédicitons
partielles ou imprécises. Nous proposons dans
ce travail d’adapter le coût de Hamming.
Les prédictions partielles sont quand à elles
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produites en utilisant la méthodes des kppv
évidentiels dévelopée par Denoeux [3].

2 Méthode, mesures et résultats

Notre approche reprend l’idée de la pertinence
binaire, mais nous proposons d’utiliser les
kppv évidentiels de Denoeuxpour réaliser les
prédictions. Pour chaque label λi, le prédicteur
produira une fonction de croyance (fdc) 1 bi-
naire sur l’espace {0, 1}, qui permet de prédire
l’ensemble Ŷ des labels pertinents, des labels
non-pertinents N̂ et des labels Î pour lesquels
on s’abstient de prédire :
– λi ∈ Ŷ si Bel({1}) = m({1}) > 0.5,
– λi ∈ N̂ si Bel({0}) = m({0}) > 0.5,
– λi ∈ Î sinon.
En d’autres terme, plus notre ignorance
(m({0, 1})) est grande, plus la prédiction est
partielle. Dans les KNN évidentiels, cette igno-
rance peut être directement contrôlée par le pa-
ramètre α, modélisant la fiabilité par défaut
des informations. Pour mesurer la qualité de
prédictions incomplètes, nous proposons [1] de
diviser le score en deux aspects : le nombre
moyen de prédictions erronées (H) mesurant
la justesse et la complétude (C) mesurant la
précision. Etant donné une prédiction partielle
divisée en étiquettes pertinentes (Ŷ ), incon-
nues (Î) et non-pertinentes (N̂ = Ŷ ∪ Î), ces
dernières sont calculées comme

H = (|Ŷ ∩Y |+|N̂∩Y |)/(n−|Î|),

C = 1− |Î|/n.

Quand la prédiction est complète (Î = ∅), alors
H est le coût de Hamming. Les figures 1 et 2
montrent l’évolution des divers critères (la se-
conde figure comportant en plus les coûts de
Hamming maximaux et minimaux) pour le jeu
de données émotions (72 attributs, 6 labels, 593
données divisées en apprentissage/test).

Le comportement est bien celui attendu, c’est-
à-dire que le nombre de prédictions erronées

1. Une fdc Bel est définie par une fonction de masse
m : 2{0,1} → 1 avec

∑
m(E) = 1 et m(∅) = 0 comme

suit : Bel(A) =
∑

E⊆A m(E)

Figure 1 – Evolution prédictions erronées et
complétude

Figure 2 – Evolution avec αdes différentes me-
sures

tend à diminuer au fur-et-à-mesure que les
prédictions deviennent plus partielles (i.e.,
que nous sommes plus prudents dans nos
prédictions).
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